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Resumo:Uma das hipóteses fundamentais para a utilização de um gráfico de controle é a independência
entre as observações da característica de qualidade a ser monitorada. Entretanto, acrescente
automatização no segmento de manufatura revolucionou muitos processos, acentuando coincidentemente
a dependência em série entre observações. Nesse sentido é fundamental reconhecer a presença da
autocorrelação. Este artigo apresenta uma ampla revisão sobre os trabalhos que abordam o tema
autocorrelação e o uso de gráficos de controle univariados. Utilizando o software R como ferramenta,
alguns exemplos ilustram técnicas estatísticas simples que avaliam a presença de dados
autocorrelacionados em um processo. As técnicas apresentadas auxiliam o usuário a validar hipótese de
independência para aplicar de forma correta uma das principais ferramentas de controle estatístico de
processo.
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1. INTRODUÇÃO 

Há quase um século Shewhart (1926) propôs os gráficos de controle. A suposição 

básica para emprego é a de que as medidas da característica de qualidade avaliadas sejam 

independentes e identicamente distribuídas. Entretanto, medidas da característica de qualidade 

de itens vizinhos, segundo o instante em que foram produzidos, podem apresentar algum grau 

de dependência entre as observações. Esta dependência é denominada autocorrelação e geram 

desafios no emprego dos gráficos de controle. 

Muitos autores abordam o problema da autocorrelação, principalmente no ambiente 

fabril. Este problema se tornou mais grave nas duas últimas décadas com o avanço da 

tecnologia, pois é possível medir as características de qualidade de praticamente todos os itens 

produzidos. Pan e Jarret (2011) exemplificam vários desses processos em que a 

autocorrelação está presente. É importante destacar que a autocorrelação aqui abordada é algo 

inerente ao processo e não pode ser removida com intervenção humana. 

Trabalhos pioneiros como o de Bagshaw e Johnson (1975) já se preocupavam em 

avaliar o efeito da autocorrelação em gráficos de controle. Várias estratégias de 

monitoramento foram propostas ao longo das últimas décadas, sendo os modelos AR (1) e  

ARMA(1,1) os mais utilizados para descrever o comportamento dos dados de um processo 

autocorrelacionado. Detectando-se a autocorrelação, duas estratégias podem ser empregadas 

para monitorar um processo: gráficos específicos são usados para monitorar o processo 

(APLEY e TSUNG, 2002; KALAGONDA e KULKARNI, 2004) ou, ainda, a remoção do 

efeito da autocorrelação usando os resíduos de um modelo ajustado ao conjunto de dados 

(MASON e YOUNG, 2002). 

Embora os gráficos de controle tenham se desenvolvido e se tornado uma das técnicas 

de monitoramento mais utilizadas, sua aplicação incorreta continua não sendo exceção. Uma 

pesquisa conduzida por Alwan (1995) com uma amostra de 235 aplicações que envolviam 

gráficos de controle, coletadas de fontes das quais se esperava considerável grau de 

sofisticação no domínio da técnica e uso desta ferramenta, mostrou que em 86% dos casos 

havia algum tipo de violação das hipóteses fundamentais e, na maior parte das vezes, falha em 

reconhecer a dependência em série no processo.  

O ponto de partida para tratar o problema da autocorrelação é detectá-la. Raramente a 

suposição de independência é avaliada na prática e a presença da autocorrelação pode gerar 

alarmes falsos quando alguma característica é monitorada com gráficos de controle (Mason et 

al., 1996; Mason e Young, 2002). Nesse contexto, este artigo apresenta uma ampla revisão 

sobre o tema autocorrelação e introduz técnicas estatísticas para avaliar a suposição de 

independência com a utilização do software R (R DEVELOPMENT CORE TEAM, 2014). O 

Software R é um software livre e bastante conhecido na comunidade acadêmica. 

Este artigo está assim estruturado: na seção 2 uma ampla revisão sobre gráficos de 

controle aplicados a processos autocorrelacionados é apresentada. Na seção 3 algumas 

técnicas para detectar a presença da autocorrelação são descritas e ilustradas através de 

exemplos utilizando o software R. A seção 4 traz algumas considerações finais. 

 

2. REVISÃO DA LITERATURA 

A suposição de independência das observações quando violada causa resultados 

enganosos na forma de demasiados alarmes falsos. Montgomery (2004) descreve que 

basicamente todos os processos são regidos por elementos inerciais e quando o intervalo entre 

a retirada das amostras apresentam intervalos pequenos em relação a essas forças, as 

observações apresentam correlação ao longo do tempo. Uma demonstração analítica da 



 

  

autocorrelação pode ser representada por um sistema simples de um tanque com volume V e 

fluxos de material de entrada e saída.  

 
Figura 1: Tanque com volume V e fluxos de material de entrada e saída  

Fonte: Adaptado de Montgomery (2004). 

 

A Figura 1 ilustra um tanque em que wt e xt representam a concentração de certo 

material nos fluxos de entrada e saída em um instante t. Admitindo-se homogeneidade dentro 

do tanque, a relação entre as concentrações de entrada e saída do tanque é dada por: 

t t

dx
x w T

dt
   (1) 

Em que: 
Volume do tanque

taxa entre o fluxo de material de entrada e sa da
T

í
 . 

Quando o fluxo apresenta uma variação w0 do tipo degrau no instante t=0, a 

concentração na saída pode ser modelada por: 
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Como na prática observamos tx  em intervalos de tempo t  igualmente espaçados, a 

concentração na saída é representada por: 
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 A concentração do fluxo de saída depende da concentração do fluxo de entrada  tw  e 

do intervalo de amostragem  t . Admitindo-se que as observações de tw  sejam não 

correlacionadas, a autocorrelação em tx será: 

t

Te




  (4) 

Se t T  , as observações sobre a concentração de saída sempre serão correlacionadas 

entre si (ver Figura 2). 

 

 



 

  

  

 
Figura 2: Correlação entre valores sucessivos de tx . 

Fonte: os próprios autores 

Outro modelo analítico e pioneiro pode ser encontrado em Yule (1927) que usou o 

movimento dinâmico de um pêndulo como inspiração para a formulação de um modelo 

autoregressivo que explica a dependência ao longo do tempo em uma série temporal. Se um 

pêndulo com massa m sob a influência da gravidade está em equilíbrio e é subitamente 

atingido por uma força de impulso único, ele começa a executar um movimento harmônico e 

a frequência deste movimento depende do comprimento do pêndulo, da massa, da força de 

impulso e de atrito e da viscosidade do meio em que se encontra o pêndulo. As forças que 

afetam um pêndulo em movimento são apresentadas na Figura 3. 

 
Figura 1. Um pendulou simples em movimento. 

Fonte: os próprios autores. 

 

A Figura 4 ilustra o movimento harmônico de um pêndulo x(t) em posição de 

equilíbrio no instante de tempo quando t=0.  

 

 
Figura 2.  Movimento harmônico de um pêndulo em função do tempo. 

Fonte: os próprios autores. 

 

Este movimento é descrito aproximadamente por uma equação diferencial linear de 

segunda ordem com coeficientes constantes. 
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sendo  t é uma função impulso que força o pêndulo a sair do seu equilíbrio e A é o tamanho 

do impacto que coloca o pêndulo em movimento.  

As equações diferenciais são utilizadas para descrever o comportamento dinâmico de 

processos em função do tempo. Contudo, dados de séries temporais são normalmente 

amostrados (observados) em unidades discretas de tempo, por exemplo, a cada hora ou a cada 

minuto. Yule (1927) mostrou que a equação diferencial descrita em (5) pode ser reescrita 

como:  

1 1 2 2t t t tX X X e      (6) 

Portanto, se observada em tempo discreto, o comportamento oscilatório de um 

pêndulo pode ser descrito pela equação (6) que é conhecida como um modelo de série 

temporal autoregressivo de segunda ordem e o valor no instante de tempo t  tX  depende de 

das observações 1tX   e 2tX  , dos parâmetros autoregressivos 1 2  e     e de um erro aleatório 

te .  

Em muitos processos contínuos e discretos a autocorrelação está presente e reduz o 

desempenho do gráfico de controle, pois se baseiam no pressuposto de que os dados das 

observações da característica de qualidade sejam independentes. Em uma linha de produção, 

as observações da característica de qualidade próximas umas das outras, no tempo, tendem a 

ser mais parecidas do que aquelas mais distantes. Modelos da família ARIMA são utilizados 

para descrever esses processos. Nesta seção, apresentam-se os modelos mais utilizados e uma 

ampla revisão acerca dos trabalhos associados a cada modelo.  

O modelo autoregressivo de primeira ordem - AR(1) é representado por: 

         (         )        {       } e          (7) 

sendo a  -ésima observação da  -ésima amostra autocorrelacionada com a      -ésima 

observação, através do coeficiente de autocorrelação  . A Tabela 1 apresenta artigos que 

tratam dos gráficos de controle para processos autocorrelacionados baseados no modelo (7). 

O modelo autoregressivo de segunda ordem –      é representado por: 

          (         )    (         )       para   {       } e            (8) 

Sendo que a  -ésima observação da  -ésima amostra (    ) possui uma autocorrelação com as 

(   )-ésima (      ) e (   )-ésima (      ) observações, através dos coeficientes de 

autocorrelacão    e    respectivamente. A Tabela 2 apresenta artigos que tratam dos gráficos 

de controle para processos autocorrelacionados baseados no modelo (8). 

O modelo autoregressivo de médias móveis de primeira ordem – ARMA(1,1), que é 

equivalente a um modelo autoregressivo de primeira ordem AR(1) com erro aleatório 

adicional, é representado por: 

         (         )              para   {       } e                   (9) 

Sendo que a -ésima observação da  -ésima possui uma correlação linear com a (   )-ésima 

observação (      ) e o (   )-ésimo erro aleatótrio (      ), em que   é o coeficiente de 

autocorrelação entre observações e   é o coeficiente de oscilação da média amostral 

relacionado ao erro adicional autocorrelacionado.Estudos relacionados ao modelo (9) são 

apresentados na Tabela 3. 

 



 

  

Tabela1.Artigos relacionados ao modelo autoregressivo de primeira ordem - AR(1) 

Fonte: os próprios autores 

Referência Objetivo da Pesquisa  

Bagshaw e Johnson 

(1975) 

Demonstrar o efeito da autocorrelação em gráficos      . 

Montgomery e 

Mastrangelo (1991) 

Pesquisar a estratégia de modificar a abertura dos limites de 

controle do gráfico de  ̅ para melhorar o desempenho. 

Alwan e Radson (1992) Estudar o impacto da autocorrelação no erro α (      ) do gráfico 

de  ̅. 

Runger e Willemain 

(1995) 

Demonstrar que os gráficos  ̅ e      apresentam melhor 

desempenho quando comparados com métodos baseados em 

séries temporais da família      . 

Yang e Yang (2006) Propor o uso de uma combinação dos gráficos de Shewhart 

baseado em resíduos e o simple cause-selecting, proposto por 

Zhang (1997), no monitoramento da média de uma característica 

de qualidade  . 

Costa e Claro (2008) Estudar o desempenho do gráfico de  ̅ com amostragem dupla. 

Costa e Castagliolla 

(2011) 

Aplicar uma estratégia de amostragem sistemática no gráfico de 

 ̅ para reduzir o efeito da autocorrelação. 

Lwin (2011) Estudar o efeito da estimação de parâmetros em gráficos     . 

Costa e Machado (2011) Propor a abordagem de cadeias de Markov para estudar o 

desempenho dos gráficos de  ̅ com parâmetros variáveis e 

amostragem dupla. 

Linet al. (2011) Propor um modelo para o monitoramento em tempo real, a fim 

de reconhecer padrões não naturais em presença de 

autocorrelação. 

 

Tabela 2. Artigos relacionados ao modelo autoregressivo de segunda ordem - AR(2). 

Fonte: os próprios autores. 

Referência Objetivo da Pesquisa 

Vasilopoulos e 

Stamboulis (1978) 
Aplicar a estratégia de aumentar a abertura dos limites de controle 

do gráfico de  ̅ para melhorar o desempenho estatístico. 

English et al. (2000) Avaliar o desempenho dos gráficos  ̅ e     . 

 

Tabela3. Artigos relacionados ao modelo autoregressivo de médias móveis de primeira ordem -          . 
Fonte: o próprio autor. 

Referência Objetivo da Pesquisa 

Bagshaw e Johnson 

(1975) 

Avaliar o efeito da autocorrelação em gráficos      . 

Harris e Ross (1991) Avaliar o efeito da autocorrelação nos gráficos       e     . 

Wardell et al. (1994) Estudar as propriedades do gráfico de controle special-cause 

proposto por Alwan e Roberts(1988). 

Apley e Tsung 

(2002) 

Apresentar as diretrizes para uso do gráfico de controle    

autoregressivo. 



 

  

Apley e Lee (2003) Empregar a estratégia de aumentar a abertura dos limites de controle 

do gráfico      para melhorar o desempenho estatístico. 

Costa e Claro (2008) Estudar o desempenho do gráfico de  ̅ com amostragem dupla. 

Noorossana e 

Vaghefi (2006) 

Avaliar o efeito da autocorrelação no gráfico de controle       . 

Pacella e Semeraro 

(2007) 

Usar rede neural recorrente para detectar o processo de mudança da 

média em processos autocorrelacionados. 

Soleimaniet al. 

(2009) 

Estudar o desempenho dos gráficos    e EWMA quando o efeito da 

autocorrelação é ignorado. 

Mertenset al. (2009) Aplicar o gráfico       para monitorar processos 

autocorrelacionados. 

 

A hipótese de que a média oscila foi introduzida por Reynolds Jr. et al. (1996) que 

rompeu com o paradigma de que a média do processo é uma variável que pode assumir 

apenas dois valores: um valor alvo e um valor fora do alvo resultante da ocorrência de uma 

causa especial. Desde então o monitoramento de processos com médias que oscilam têm sido 

estudados por diversos pesquisadores, veja a Tabela 4. 

 

Tabela 4. Artigos relacionados ao modelo em que a média do processo oscila 
Fonte: o próprio autor. 

Referência Objetivo da Pesquisa 

Vander (1996) Comparar o desempenho entre os gráficos      ,      e  ̅, 

utilizando a estatística    (do inglês Likelihood Ratio). 

Reynolds Jr. et al. 

(1996) 

Apresentaras propriedades do gráfico de  ̅ com tamanho de amostra 

e intervalo variáveis. 

VanBrackle Jr. e 

Reynolds (1997) 

Apresentar como altos níveis de autocorrelação e oscilação da média 

afetam o desempenho dos gráficos      e      . 

Lu e Reynolds Jr. 

(1999a, 1999b) 

Propor o uso combinado do gráfico de Shewhart residual com      

para as observações originais. 

Jiang et al. (2000) Propor um novo gráfico denominado de Média Móvel 

Autoregressivo (ARMA Chart) que posteriormente Jiang e Tsui 

(2001) investigaram a estratégia de aumentar a abertura dos limites 

de controle do gráfico      para melhorar o desempenho estatístico. 

Lu e Reynolds 

(2001) 

Demostrar que na presença de autocorrelação os gráficos 

     oferecem o mesmo desempenho que o gráfico     . 

Apley e Tsung 

(2002) 

Aplicar o gráfico   em processos autocorrelacionados univariados. 

Zouet al. (2008) Propor um método chamado de taxa de amostragem variável em 

horários fixos (     - do inglês Variable Sampling Rate at Fixed 

Times). 

Wang (2009) Propor a utilização do gráfico      para resíduos. 

Lin (2009) Estudar o desempenho de gráficos adaptativos. 

Linet al. (2012) Realizar o planejamento econômico do gráfico     . 

Franco et al. (2012) Realizar o planejamento econômico do gráfico  ̅. 



 

  

3. IDENTIFICAÇÃO DA AUTOCORRELAÇÃO 

A identificação da autocorrelação é realizada através de técnicas estatísticas que 

avaliam a independência entre observações da característica de qualidade que se deseja 

monitorar. Nesta seção apresentamos a Estatística de Ljung-Box (LJUNG e BOX, 1978)  eo 

gráfico de autocorrelação introduzido por Box e Jenkins (1976). OSoftware R foi usado para 

exemplificar as técnicas aqui descritas. 

 

3.1 Função de autocorrelação e a estatística de Ljung-Box 

 O gráfico de autocorrelção, também conhecido por correlograma, foi apresentado por 

Box e Jenkins (1976). É baseado na estatística: 

   
  

  
            (10) 

em que : 

   
∑      ̅        ̅    

   

 
    (11) 

e 

   
∑      ̅   

   

 
           (12) 

Sendo n o total de dados e h o intervalo entre observações (lag). 

Os resultados de (10) são desenhados em um gráfico (correlograma) e limites de 

controle (LC) são usados para avaliar se há evidência de autocorreção. Os limites são: 

    
      

√ 
          (13) 

com       = escore normal padrão;   =nível de significância do intervalo.  

O teste de Ljung-Box avalia a hipótese de independência de um série temporal. 

Ébaseado na estatística: 

         ∑          
  

    k=1,2,...,K  (14) 

sendo     
 ; n a quantidade de observações disponíveis na série;    é o h-ésimo coeficiente 

deautocorrelação e H é o intervalo (lag) entre observações. Grandes valores para    indica 

autocorrelação no conjunto de observações. Maiores detalhes consulte Ljung e Box (1978). 

  

Exemplo 1: Considere os dados de um teste acelerado em pneus. A perda de 

resistência por abrasão em grama/hora foi avaliada e os resultados obtidosforam: 372; 206; 

175; 154; 136; 112; 55; 45; 221; 166; 164; 113; 82; 32; 228; 196; 128; 97; 64; 249; 219; 186; 

155; 114; 341; 340; 283; 267; 215; 148. 

A sequência de comandos a serem executadas no R para avaliar se os dados são 

autocorrelacionados: 

 

perda=c(372,206,175, 154,136,112, 55, 45, 221,166,164, 113, 

82,32,228,196,128,97,64,249,219,186,155,114,341,340,283,267,215,148) 

acf(perda,ci=0.95)  #ci=nível de confiança 

Box.test(perda, lag = 1, type = c("Ljung-Box"), fitdf = 0) 

 

Os resultados são ilustrados na Figura 5. Ambos os métodos apresentados na Figura 5 

indicam, a um nível de 5% de significância, que há evidência de autocorrelação.  



 

  

 
Figura 5.  Tela de saída do software R – dados da perda de resistência por abrasão em grama/hora. 

Fonte: o próprio autor. 

 

 Exemplo 2: As temperaturas de um banho químico foram medidas em intervalos 

regulares de 3 minutos, cujos resultados foram:250,9;  252,2; 251,8; 252,8; 254,6; 256,7; 

256,9; 255,6; 254,7; 255,2; 254,9; 256,6; 254,9; 256,3; 258,6; 257,4; 258,7; 259,2; 259,2; 

259,8; 259,0; 258,6; 258,0; 258,1; 256,2; 257,6; 256,3; 256,0; 255,9; 254,4; 254,5; 254,1; 

254,0; 254,9; 255,2; 255,9; 255,6; 256,4; 256,4; 256,5. 

Sequência de comandos a serem executadas no R: 

 

temperatura=c(250.9, 

252.2,251.8,252.8,254.6,256.7,256.9,255.6,254.7,255.2,254.9,256.6,254.9,256.3,258

.6,257.4,258.7,259.2,259.2,259.8,259.0,258.6,258.0,258.1,256.2,257.6,256.3,256.0,2

55.9,254.4,254.5,254.1,254.0,254.9,255.2,255.9,255.6,256.4,256.4,256.5) 

acf(temperatura,ci=0.95)  #ci=nível de confiança 

Box.test(temperatura, lag = 1, type = c("Ljung-Box"), fitdf = 0) 

 

Os resultados são ilustrados na Figura 6. Nesse exemplo há forte evidência de  

autocorrelção nos dados da temperatura de um banho químico.A estatística Ljung-Box possui 

p–valor muito próximo a zero.O correlograma também fornece índícios de que há 

autocorrelação.  

. 



 

  

 
Figura 6. Tela de saída do software R – dados da Temperatura de um banho químico 

Fonte: o próprio autor. 

4. CONCLUSÕES 

Este artigo apresentou algumas técnicas estatísticas para avaliar a presença da 

autocorrelação em processos univariados e uma ampla revisão sobre os gráficos de controle 

na presença da autocorrelação. A autocorrelação observada em processos industriais, ou seja, 

aquela inerente ao processo, é tipicamente devida a presença de elementos inerciais que 

limitam a variabilidade entre observações próximas na escala do tempo. Seja qual for a 

técnica utilizada para monitorar uma característica que qualidade autocorrelacionada, verificar 

se um processo apresenta autocorrelação é fundamental para o uso correto de um gráfico de 

controle. 
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